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Resumen

Estamos presenciando una época de transición donde los “datos” son los
principales protagonistas. En la actualidad, cada dı́a se genera una ingente
cantidad de información en la conocida como era del Big Data. La toma de
decisiones basada en estos datos, su estructuración, organización ası́ como
su correcta integración y análisis, constituyen un factor clave para muchos
sectores estratégicos de la sociedad. En el tratamiento de cantidades grandes
de datos, las técnicas de almacenamiento y análisis asociadas al Big Data nos
proporcionan una gran ayuda. Entre estas técnicas predominan los algorit-
mos conocidos como machine learning, esenciales para el análisis predictivo
a partir de grandes cantidades de datos. Dentro del campo del machine lear-
ning, los algoritmos de clasificación difusa son empleados con frecuencia
para la resolución de una gran variedad de problemas, principalmente, los
relacionados con control de procesos industriales complejos, sistemas de de-
cisión en general, la resolución y la compresión de datos. Los sistemas de
clasificación están también muy extendidos en la tecnologı́a cotidiana, por
ejemplo en cámaras digitales, sistemas de aire acondicionado, etc.

El éxito del uso de las técnicas de machine learning está limitado por las
restricciones de los recursos computacionales actuales, especialmente, cuan-
do se trabaja con grandes conjuntos de datos y requisitos de tiempo real.
En este contexto, dichos algoritmos necesitan ser rediseñados e, incluso, re-
pensados con la finalidad de aprovechar al máximo las arquitecturas ma-
sivamente paralelas que ofrecen el máximo rendimiento en la actualidad.
Esta tesis doctoral se centra dentro de este contexto, analizando computacio-
nalmente el actual panorama de algoritmos de clasificación y proponiendo
algoritmos de clasificación paralelos que permitan ofrecer soluciones ade-
cuadas en un intervalo de tiempo reducido. En concreto, se ha realizado
un estudio en profundidad de técnicas bien conocidas de machine learning
mediante un caso de aplicación práctica. Esta aplicación predice el nivel de



ozono en diferentes áreas de la Región de Murcia. Dicho análisis se funda-
mentó en la recogida de distintos parámetros de contaminación para cada
dı́a durante los años 2013 y 2014. El estudio reveló que la técnica que obtenı́a
mejores resultados fue Random Forest y se obtuvo una regionalización en dos
grandes zonas, atendiendo a los datos procesados.

A continuación, se centró el objetivo en los algoritmos de clasificación di-
fusa. En este caso, se utilizó una modificación del algoritmo Fuzzy C-Means
(FCM), mFCM, como técnica de discretización con el objetivo de convertir
los datos de entrada de continuos a discretos. Este proceso tiene especial
importancia debido a que hay determinados algoritmos que necesitan valo-
res discretos para poder trabajar, incluso técnicas que sı́ trabajan con datos
continuos, obtienen mejores resultados con datos discretos. Esta técnica fue
validada a través de la aplicación al bien conocido conjunto de Iris Data de
Anderson, donde se comparó estadı́sticamente con la técnica de K-Means
(KM), proporcionando mejores resultados.

Una vez realizado el estudio de los algoritmos de clasificación difusa, se
detecta que dichas técnicas son sensibles a la cantidad de datos, incremen-
tando su tiempo computacional. De modo que la eficiencia en la programa-
ción de estos algoritmos es un factor crı́tico para su posible aplicabilidad al
Big Data. Por lo tanto, se propone la paralelización de un algoritmo de clasi-
ficación difusa a fin de conseguir que la aplicación sea más rápida conforme
aumente el grado de paralelismo del sistema. Para ello, se propuso el al-
goritmo de clasificación difusa Parallel Fuzzy Minimals (PFM) y se comparó
con los algoritmos FCM y Fuzzy Minimals (FM) en diferentes conjuntos de
datos. En términos de calidad, la clasificación era similar a la obtenida por
los tres algoritmos, sin embargo, en términos de escalabilidad, el algoritmo
paralelizado PFM obtenı́a una aceleración lineal con respecto al número de
procesadores empleados.

Habiendo identificado la necesidad de que dichas técnicas tengan que
ser desarrolladas en entornos masivamente paralelos, se propone una infra-
estructura de hardware y software de alto rendimiento para procesar, en tiem-
po real, los datos obtenidos de varios vehı́culos en relación a variables que



analizan problemas de contaminación y tráfico. Los resultados mostraron
un rendimiento adecuado del sistema trabajando con grandes cantidades de
datos y, en términos de escalabilidad, las ejecuciones fueron satisfactorias.
Se visualizan grandes retos a la hora de identificar otras aplicaciones en en-
tornos Big Data y ser capaces de utilizar dichas técnicas para la predicción
en áreas tan relevantes como la contaminación, el tráfico y las ciudades inte-
ligentes.

Palabras clave: Minerı́a de datos, Aprendizaje automático, Clasificación difu-
sa, Computación de alto rendimiento, Contaminación, Sistemas de transpor-
te inteligentes, Ciudades inteligentes



Abstract

We are witnessing a time of transition where “data” is the main prota-
gonist. Today, an enormous amount of information is generated every day
in what is known as the Big Data era. Decision making based on this data,
its structuring, organization as well as its correct integration and analysis,
constitute a key factor for many strategic sectors of society. In the treatment
of large amounts of data, the storage and analysis techniques associated with
Big Data provide us with great help. These techniques are dominated by al-
gorithms known as machine learning, essential for predictive analysis from
large amounts of data. In the field of machine learning, fuzzy clustering al-
gorithms are often used to solve a wide variety of problems, mainly tho-
se related to the control of complex industrial processes, decision systems
in general, data resolution and compression. Classification systems are al-
so widely used in everyday technology, for example in digital cameras, air
conditioning systems, etc.

The success of the use of machine learning techniques is limited by the
constraints of current computational resources, especially when working
with large datasets and real-time constraints. In this context, such algorithms
need to be redesigned and even rethought in order to take full advantage
of massively parallel architectures that offer maximum performance today.
This doctoral thesis focuses on this context, analyzing computationally the
current panorama of clustering algorithms and proposing parallel clustering
algorithms that allow us to offer adequate solutions in a reduced time inter-
val. Specifically, an in-depth study of well-known machine learning techni-
ques has been carried out by means of a practical application case. This ap-
plication predicts the ozone level in different areas of the Region of Murcia.
This analysis was based on the collection of different pollution parameters
for each day during the years 2013 and 2014. The study revealed that the
technique that obtained the best results was Random Forest and regionalisa-



tion was obtained in two large areas, based on the processed data.

The focus was then on the fuzzy clustering algorithms. In this case,
a modification of the Fuzzy C-Means algorithm (FCM), mFCM, was used
as a discretization technique with the aim of converting input data from
continuous to discrete. This process is especially important because there
are certain algorithms that need discrete values to work, even techniques
that work with continuous data, get better results with discrete data. This
technique was validated through the application to Anderson’s well-known
set of Iris Data, where it was statistically compared with the technique of
K-Means (KM), providing better results.

Once the study of the fuzzy clustering algorithms has been carried out,
it is detected that these techniques are sensitive to the amount of data,
increasing their computational time. So the efficiency in the programming of
these algorithms is a critical factor for their possible applicability to Big Data.
Therefore, the parallelization of a fuzzy clustering algorithm is proposed
in order to make the application faster as the degree of parallelism of the
system increases. For this purpose, the fuzzy clustering algorithm Parallel
Fuzzy Minimals (PFM) was proposed and compared with the FCM and
Fuzzy Minimals (FM) algorithms in different data sets. In terms of quality,
the results of the classification was similar to that obtained by the three
algorithms, however, in terms of scalability, the parallelized PFM algorithm
obtained a linear acceleration with respect to the number of processors used.

Having identified the need for such techniques to be developed in massi-
vely parallel environments, a high-performance hardware and software in-
frastructure is proposed to process, in real time, data obtained from various
vehicles in relation to variables analysing pollution and traffic problems. The
results showed adequate system performance working with large amounts
of data and, in terms of scalability, the executions were satisfactory. Great
challenges are visualized when it comes to identifying other applications in
environments Big Data and being able to use these techniques for prediction
in areas as relevant as pollution, traffic and smart cities.



Key words: Data mining, Machine learning, Fuzzy clustering algorithms,
High performance computing, Air pollution, Intelligent transport systems,
Smart cities
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Cap�́tulo 1

Introducción

Estamos presenciando la siguiente “revoluci ón industrial”, cuyo ingrediente

principal es la ingente generación de datos. Motivados, principalmente, por

la autogeneración de contenidos en redes sociales, el internet de la cosas y

la continua digitalizaci ón de servicios, la cantidad de datos disponibles y

almacenados crece de manera exponencial. Sin lugar a dudas, el ańalisis de

estos datos puede ofrecer, no śolo nuevos servicios, sino también un nuevo

modelo empresarial que garantice la viabilidad econ ómica de nuestro tejido

productivo.

La búsqueda de patrones en datos no es algo nuevo; son procedimien-

tos anhelados desde el principio de nuestros d�́as para analizar cosas tan

dispares como el comportamiento de las migraciones animales, la optimiza-

ción del crecimiento en cultivos agr �́colas o la toma de decisiones sobre la

intenci ón de voto en campañas electorales. El trabajo de los especialistas, co-

nocidos en la actualidad como cient�́�cos de datos, es dar sentido a los datos,

descubrir los patrones que gobiernan el mundo f �́sico y encajarlos en teoŕ�as

que puedan ser utilizadas para predecir lo que puede suceder en nuevas

situaciones.

Han et al.explican en [19] que el rápido crecimiento, la tremenda canti-

dad de datos recolectados y almacenados en grandes y numerosos reposi-

torios, ha superado con creces nuestras capacidades cognitivas. Se han he-

1
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cho esfuerzos para desarrollar sistemas expertos y tecnoloǵ�as basadas en

conocimiento, que normalmente dependen de los usuarios o expertos en la

materia para introducir (manualmente) informaci ón en las bases de datos.

Sin embargo, el procedimiento manual de generación de conocimiento es

propenso a sesgos, errores y muy costoso en tiempo, lo que di�culta su apli-

cación real. La brecha, cada vez mayor, entre datos e información exige el

desarrollo sistemático de herramientas de miner�́a de datos que respondan a

los requisitos de tiempo establecidos en el contexto de aplicación.

En el área de la miner�́a de datos se han realizado diferentes trabajos con

la idea de que pueden buscarse, identi�carse y validarse autom áticamente

patrones en los datos y, posteriormente, estos pueden ser empleados para

la predicci ón. As�́ es como Witten et al.de�nen en [43] la miner �́a de datos

y Hand, en [20], la establece como el descubrimiento de estructuras intere-

santes, inesperadas o valiosas en grandes conjuntos de datos. La mineŕ�a de

datos se compone de varias t́ecnicas, incluyendo el aprendizaje automático

y el análisis estad́�stico, sólo por mencionar algunas de ellas. Sin embargo, el

objetivo principal de la miner �́a de datos es apuntar a un escenario espeć��-

co que se modela con un conjunto particular de datos con el �n de tratar un

problema o situaci ón concreta [34].

La adquisici ón, el almacenamiento, la gestión y el análisis de datos son

áreas en las que surgiŕan grandes retos debido al marcado aumento de ma-

nejo de datos en la era del Big Data. La gestión de datos tradicional y los

sistemas de ańalisis se basan en elRelational database management system

(RDBMS). Sin embargo, tales sistemas śolo se aplican a los datos estructu-

rados, excluyéndose los semiestructurados o no estructurados.

Los RDBMS tradicionales se han visto superados con el enorme volumen

de datos y la heterogeneidad de los mismos, presentes en la era delBig

Data. Para aliviar esto, se han propuesto algunas soluciones desde diferentes

perspectivas por parte de la comunidad investigadora. Un ejemplo de ello

seŕ�a el uso de la computación en la nube con la �nalidad de cubrir los

requisitos de infraestructura para grandes vol úmenes de datos, entre otros,

la e�ciencia de costes o la adaptabilidad. Para soluciones de almacenamiento
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y gestión de grandes bases de datos desordenados se han desarrollado

buenas aproximaciones de sistemas de archivo distribuidos [25] y NoSQL

[10]. Dichos sistemas han logrado un gran éxito en el procesamiento de

tareas agrupadas, especialmente para el posicionamiento de ṕaginas web

[3, 36, 37]. Muchas aplicaciones deBig Datase pueden desarrollar sobre este

tipo de plataformas emergentes pero el despliegue de estos sistemas de

análisis de datos no es trivial. En la literatura [1,11,33] se discuten algunos de

los obstáculos en el desarrollo de aplicaciones paraBig Data. Los principales

desaf́�os se enumeran a continuacíon:

� Representación de datos: Muchos conjuntos de datos tienen ciertos ni-

veles de heterogeneidad en el tipo, la estructura, la semántica, la orga-

nización y la accesibilidad. La representación tiene como objetivo que

los datos sean más signi�cativos para el an álisis computacional y la

interpretaci ón del usuario. Sin embargo, una representación de datos

incorrecta puede reducir el valor de los datos originales e, incluso, obs-

truir un an álisis de datos e�caz. La representación de datos e�ciente

re�ejar á la estructura de los mismos, clase y tipo, aś� como las tecno-

log�́as integradas, con la �nalidad de permitir diversas operaciones en

diferentes bases de datos.

� Reducción de la redundancia y compresión de los datos: En general,

los conjuntos de datos contienen un alto nivel de redundancia. La

reducción de ésta, junto con la compresión de los datos, permitir �́a

que el sistema pudiera reducir los costes indirectos, teniendo en cuenta

siempre que no se vieran afectados los posibles valores de los datos.

A modo de ejemplo, cuando los datos son generados por redes de

sensores, la mayoŕ�a de ellos son altamente redundantes, sin embargo,

es posible que puedan ser �ltrados y comprimidos substancialmente.

� Gestión de datos c�́clicos: En comparación con la relativa lentitud de

los avances de los sistemas de almacenamiento, se están generando

datos sin precedentes y a gran escala. Nos enfrentamos a una gran
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cantidad de desaf́�os apremiantes, uno de los cuales es que el sistema

de almacenamiento actual no puede soportar estos datos masivos. En

términos generales, existen dependencias de los valores ocultos enBig

Data con otros datos. Por lo tanto, es importante el desarrollo de un

principio relacionado con el valor anal �́tico de los datos para decidir

cuáles se almacenaŕan y cuáles se descartaŕan.

� Mecanismos de análisis: Los sistemas de ańalisis de Big Datadeberán

ser capaces de procesar grandes cantidades de datos heteroǵeneos en

un tiempo limitado. Sin embargo, los tradicionales RDBMSs est án es-

trictamente diseñados con falta de escalabilidad y capacidad de expan-

sión, hecho que impide cumplir con los requisitos de rendimiento. Por

contra, las bases de datos no relacionales han demostrado sus ventajas

únicas en el tratamiento de datos no estructurados y comenzaron a con-

vertirse en la principal corriente para el an álisis de grandes volúmenes

de informaci ón. Aun as�́, todav �́a hay algunos problemas de estas bases

de datos en su rendimiento y aplicaciones particulares.

� Con�dencialidad de los datos: Los servicios de proveedores de datos

o los propietarios tienen una limitada capacidad efectiva, lo que no les

permite, en la actualidad, mantener y analizar esos enormes conjuntos

de datos. Estas tareas se han tenido que ir delegando en profesionales

o en herramientas para el análisis de esos datos, lo que supone un

aumento de los riesgos potenciales de seguridad. El hecho de que el

análisis de Big Data pueda ser entregado a un tercero para procesar,

implica que se tomen las medidas preventivas adecuadas, con el �n de

proteger dichos datos sensibles y garantizar su seguridad.

� Expansión y escalabilidad: Los sistemas de ańalisis de Big Datadeben

ser compatibles con los conjuntos de datos actuales y futuros. Las he-

rramientas empleadas para el análisis debeŕ�an ser capaces de procesar

la creciente expansíon y los conjuntos de datos más complejos.

� Cooperación: El análisis de grandes conjuntos de datos es una inves-
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tigación interdisciplinar. Es por ello que, para extraer el potencial de

grandes volúmenes de datos, se requiere de expertos en diferentes cam-

pos que cooperan entre ś�. Para ayudar a los cient́��cos y especialistas

en diversos campos a acceder a diferentes tipos de datos y utilizar ple-

namente su experiencia, se debe establecer una gran arquitectura de

red de datos, con el �n de cooperar para alcanzar objetivos comunes.

� Gestión del gasto energético: El consumo de enerǵ�a de los sistemas

de computación ha alertado a la comunidad desde la perspectiva

tanto de la econom�́a como del medioambiente [41]. Con el aumento

del volumen de datos y necesidades de análisis, el procesamiento,

almacenamiento y transmisi ón de datos consumen, inevitablemente,

cada vez más enerǵ�a eléctrica. Por lo tanto, se debeŕ�a establecer

controles en los niveles de potencia de los sistemas y mecanismos de

gestión de Big Datateniendo aseguradas las capacidades de expansíon

y accesibilidad.

1.1 Estrategias algor�́tmicas de miner�́a de datos

1.1.1 Técnicas demachine learning

En la práctica, la mayor�́a de las tareas que requieren una habilidad similar a

la inteligencia humana tambi én deben ser capaces de inducir nuevos conoci-

mientos basándose en las experiencias realizadas. Se dice que un programa

aprende alguna tarea de la experiencia si su rendimiento en la tarea mejora

con dicha experiencia, de acuerdo con alguna medida de rendimiento [34].

El aprendizaje automático (o machine learning) investiga cómo los ordenado-

res pueden aprender, o mejorar su rendimiento, basándose en la informa-

ción que proporciona el tratamiento de datos. Una de las principales áreas

de investigación dentro de este campo es aprender automáticamente, lo que

supone reconocer patrones complejos y tomar decisiones inteligentes, basa-

das en datos, de manera automática. Han et al.clasi�can en [19] el machine
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learningen cuatro categoŕ�as de�nidas como sigue:

� Aprendizaje supervisado. El algoritmo deduce una funci ón, a partir

de datos de entrenamiento, la cual establece una correspondencia entre

las entradas del sistema y las salidas deseadas. Un ejemplo de este tipo

de algoritmos es el problema de la clasi�caci ón, donde el sistema de

aprendizaje trata de clasi�car una serie de vectores en una o varias

categoŕ�as (clases). La base de conocimiento del sistema está formada

por ejemplos que han sido etiquetados anteriormente, los datos de

entrenamiento.

� Aprendizaje no supervisado. En este caso, el proceso de modelado se

lleva a cabo sobre un conjunto de ejemplos formado por entradas del

sistema. No se tiene información sobre las categoŕ�as de esos ejemplos.

Por lo tanto, en este caso, el sistema tiene que ser capaz de reconocer

patrones para poder etiquetar las nuevas entradas. T́�picamente, pode-

mos usar las técnicas de agrupacíon para descubrir clases dentro de los

datos.

� Aprendizaje semisupervisado. Estos algoritmos combinan los dos ti-

pos de algoritmos anteriores, supervisados y no supervisados, para po-

der obtener la clasi�caci ón. Se tienen en cuenta tanto los datos marca-

dos como los no marcados.

� Aprendizaje activo. Es un enfoque que permite a los usuarios desem-

peñar un papel activo en el proceso de aprendizaje. El algoritmo apren-

de mediante la observación del mundo que le rodea. Su informaci ón de

entrada es elfeedbacko retroalimentaci ón que obtiene como respuesta a

sus acciones. Por lo tanto, el aprendizaje del sistema se lleva a cabo a

base de ensayo-error.

1.1.2 Estrategias de aprendizaje (supervisado vs. no supervisado)

La clasi�caci ón se puede de�nir, en t érminos generales, como la realizacíon

de algún pron óstico o la toma de decisiones en base a la informacíon que
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se posee en un momento dado. Diferentes métodos de clasi�caci ón han si-

do propuestos en el aprendizaje automático y el reconocimiento de patro-

nes [26]. La mayoŕ�a de los algoritmos trabajan asumiendo un gasto compu-

tacional inevitable, a causa de la cantidad de datos procesados. Sin embar-

go, las investigaciones recientes en el campo de la mineŕ�a de datos se han

basado en el desarrollo de técnicas escalables de clasi�cacíon y predicci ón

capaces de manejar grandes cantidades de datos [32]. La clasi�cacíon tiene

numerosas aplicaciones, entre las que se incluyen la deteccíon de fraudes, el

marketing, la predicci ón del rendimiento, el diagn óstico médico y la explo-

tación de datos a tiempo real en ciudades inteligentes como, por ejemplo,

control del tr á�co y la contaminaci ón [13,21,38].

En el aprendizaje supervisado, la clasi�caci ón se puede de�nir como la

construcción de procedimientos a los que se les aplica una secuencia conti-

nua de ejemplos, donde a cada nuevo ejemplo se le debe asignar una de las

clases ya prede�nidas dentro de un conjunto, en base a las observaciones de

sus atributos [14]. Todo algoritmo que trate de resolver la tarea de la clasi�-

cación, intenta construir un modelo (clasi�cador) a partir de un conjunto de

ejemplos o datos de entrada, denominado conjunto de entrenamiento. Pos-

teriormente, estos clasi�cadores son usados para inferir la clase de ejemplos

desconocidos. Se distinguen dos fases en el aprendizaje, el entrenamiento y

el test del modelo aprendido [34].

En la primera fase se trata de hacer que la t́ecnica de aprendizaje extraiga

las conclusiones apropiadas del conjunto de ejemplos de entrenamiento y

devuelva un modelo que sea capaz de mostrar lo aprendido. En la segunda

fase se estudia la precisíon del modelo aprendido prob ándolo con un con-

junto de datos diferente y estimando, en la mayor �́a de los casos, unos coe�-

cientes de error. Una vez que est́a disponible un modelo, se puede inferir la

clase de dichos ejemplos al resto de valores del sistema.

El aprendizaje es “supervisado” en el sentido de que se le proporciona el

conocimiento previo de a qu é clase pertenece cada elemento.́Este contrasta

con el aprendizaje no supervisado, en el que no se extrae previamente un

modelo y, en algunos casos, es posible que no se conozca de antemano el



8 Isabel Ma Timón Pérez

número o conjunto de clases en las que se puede clasi�car.

Como técnicas de aprendizaje no supervisado, los algoritmos de agru-

pación (o clustering) han sido aplicados al análisis de conjuntos de datos de

varios campos como el procesamiento de imágenes, el reconocimiento de pa-

trones, el análisis de datos de microarrays en bioinform ática, etc. [2,8,12,44],

con el �n de proporcionar un conocimiento valioso dentro de los mismos.

Dependiendo de las propiedades de los datos o del objetivo de la agrupa-

ción se han ido desarrollando diferentes tipos de algoritmos. Adem ás, muy

raramente los datos presentan una solución de clusteringúnica y tambi én es

dif �́cil interpretar la representaci ón del grupo (o cluster). Por lo tanto, requie-

ren muchas experimentaciones con diferentes algoritmos o con diferentes

caracteŕ�sticas del mismo conjunto de datos y resultan computacionalmente

costosos, lo que supone que el ahorro de complejidad computacional sea un

problema signi�cativo para los algoritmos de clustering.

El análisis de clusteringse de�ne como la organizaci ón de una colección

de patrones en grupos basados en la similitud. Algunas caracter�́sticas de

este tipo de algoritmos están descritas en [31]. El objetivo de este tipo de al-

goritmos es separar o dividir un conjunto de datos no etiquetados en varios

grupos, basándose en las propiedades de los conjuntos de datos de entrada.

Además, al tratarse de un aprendizaje no supervisado, divide los conjuntos

de datos en grupos sin necesidad de introducir un conocimiento previo. Un

algoritmo de agrupaci ón requiere varios pasos esenciales. El procedimiento

de agrupación se de�ne en [45] como: 1) seleccíon de caracteŕ�sticas (o atri-

butos); 2) diseño o seleccíon de algoritmo de clasi�caci ón; 3) validación de

la agrupación; y 4) interpretaci ón de los resultados.

En general, hay un conjunto de caracteŕ�sticas deseables para los algorit-

mos de agrupación, que est́an de�nidas en [5, 31]. Entre otras: escalabilidad

al trabajar con grandes conjuntos de datos; capacidad para detectar valores

at�́picos en el conjunto; insensibilidad al orden de los datos de entrada; que

el número de parámetros introducidos por el usuario sea el m �́nimo posible;

o que la forma de los grupos no esté predeterminada.
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1.1.3 Tipos de clasi�cación ( fuzzy vs. hard)

En la literatura [5, 26, 27, 45] clasi�can los algoritmos de clustering según

diferentes puntos de vista. Siguiendo la categorización de Andreopoulos et

al. en [5], los algoritmos de clusteringpueden ser clasi�cados hasta en seis

tipos: particionales, jerárquicos, evolutivos, basados en densidades, basados

en modelos y basados en gŕa�cos. Sin embargo, la mayor �́a de los algoritmos

podr �́an clasi�carse dentro de uno de los dos m étodos siguientes: algoritmos

jerárquicos y de partici ón.

Los algoritmos de agrupaci ón jerárquica dividen los datos en un árbol de

nodos, donde cada nodo representa un mapa de ruta del cluster. En algunas

aplicaciones, como las bioinformáticas, los métodos de agrupación jerárqui-

ca son más populares, ya que pueden tener varios niveles de subconjuntos.

Por contra, los métodos jerárquicos son lentos, los errores no son tolerables

y las pérdidas de informaci ón son comunes al mover los niveles. Algunos

de los algoritmos de agrupaci ón jerárquica más empleados son: BIRCH [46],

CURE [17], Spectral Custering [42], ROCK [18] y LIMBO [6].

Por su parte, los métodos de partici ón son útiles para las aplicaciones

donde se requiere un número �jo de grupos, ya que asignan los elemen-

tos del conjunto de datos a k clusters[45]. Como algoritmos particiona-

les se sit́uan, entre otros, K-Means, K-Modes, Fuzzy K-Modes, Squeezer o

COOLCAT, Farthest First Traversal K-Center (FFT) [23], K-Medoids [28],

PAM (Partitioning Around Medoids), CLARA (Clustering Large Applica-

tions) [29], CLARANS (Clustering Large Applications Based Upon Rando-

mized Search) [30] y Fuzzy K-Means [24].

Dentro de los métodos particionales, es posible dividir los algoritmos

atendiendo a la lógica empleada en su clasi�cación: fuzzy (difusa) o hard.

La diferencia reside en el resultado de la clasi�caci ón realizada, más concre-

tamente en la pertenencia de cada elemento a cada uno de los grupos obteni-

dos. Cuando la clasi�caci ón esfuzzylos grupos se superponen, de forma que

un elemento puede pertenecer a varios grupos diferentes. Por el contrario,

cuando eshard, los grupos son disjuntos y cada elemento pertenece a uno, y
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sólo uno, de los grupos obtenidos. Para ilustrar la diferencia entre las l ógicas

hardy fuzzy, a continuación se explica ćomo funcionan dos de los algoritmos

particionales anteriormente mencionados: K-Means(KM) y Fuzzy C-Means

(FCM).

El algoritmo KM es uno de los m étodos clásicos de clustering más po-

pulares [22]. Este algoritmo comienza por determinar los centros de los k

grupos y, luego, contin úa con los siguientes pasos, hasta que se logre la con-

vergencia. Cada grupo se construye asignando cada elemento al centro de

grupo m ás cercano y cada centro es, posteriormente, reemplazado por la

media de los elementos pertenecientes a ese grupo. Luego, el algoritmo KM

asigna cada elemento a un grupo de forma inequ�́voca.

Por su parte, el algoritmo FCM es una extensión del algoritmo KM desa-

rrollada por Dunn en [15] y mejorada por Bezdek en [9] a principios de los

ochenta y es uno de los métodos de clasi�caci ón fuzzy más utilizados. El

análisis de clusteringFCM tiene como objetivo encontrar los patrones en los

datos mediante el cálculo de distancias entre los elementos a los centros de

grupos. De esta forma, un elemento x puede pertenecer a diferentes grupos

al mismo tiempo, y el grado en que pertenece al grupo k-ésimo se expresa

en términos de un grado de pertenencia.

1.2 Desarrollo e�ciente de aplicaciones

El análisis de datos masivos recolectados, por ejemplo, en una ciudad, se ha

vuelto cada vez más relevante para identi�car nuevas percepciones y ofre-

cer soluciones novedosas para problemas futuros. De hecho, estos grandes

conjuntos de datos deben procesarse normalmente con requisitos en tiem-

po real para poder aportar soluciones en tiempo y forma. En este contexto,

la computación de alto rendimiento ( High Performance Computingo HPC) es

fundamental para poder ofrecer garant �́as de viabilidad a estas soluciones y

es obligatorio pensar en esta área desde las primeras etapas del desarrollo

de la infraestructura para hacer frente a dichos requisitos.

El mercado de HPC está siendo testigo de la transición constante de sis-
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temas de computación homogéneos a heteroǵeneos, donde los nodos com-

binan arquitecturas multin úcleo (CPU) y aceleradores tradicionales (repre-

sentados principalmente por el movimiento de computaci ón en la GPU o las

tarjetas Intel Xeon Phi). En sistemas informáticos heterogéneos los progra-

madores juegan un papel fundamental, ya que están llamados a rediseñar

aplicaciones para maximizar el rendimiento con el paralelismo como ingre-

diente obligatorio. En pocos años, el campo de las GPGPU (General Purpose

application on GPU) ha crecido muy r ápidamente y se ha convertido en una

de las mejores formas de lograr un alto rendimiento de c álculo desde plata-

formas heterogéneas novedosas. En particular,Compute Uni�ed Device Archi-

tecture(CUDA) es uno de los principales ejemplos de GPGPU y ofrece una

plataforma para GPU que incluye tanto softwarecomo hardware.

Incluso con estos grandes avances en los campos de HPC, la cantidad

de datos a procesar crece exponencialmente cada ãno. Por lo tanto, el análi-

sis de datos debe realizarse con t́ecnicas que no requieran grandes tiempos

de cálculo. Para ello se deben buscar algoritmos que se adapten al nue-

vo paradigma de computaci ón en HPC y que exploten todos los recursos

computacionales disponibles. Muchos de los algoritmos de Soft Computing

son intr �́nsecamente paralelos por su de�nici ón, y la combinación con HPC

es obligatoria para proporcionar nuevas aplicaciones para entornos inteli-

gentes donde la clasi�caci ón difusa pueda aportar un cierto bene�cio.

Con la idea de potenciar el rendimiento de una aplicaci ón paralela, un

primer factor a tener en cuenta es identi�car su patr ón de cómputo y es-

tudiar la idoneidad para cada tipo de arquitectura. Uno de los mayores

obstáculos para innovar en computaci ón paralela es que no est́a claro cómo

es mejor expresar dicha computación. Por tanto, existe una necesidad de en-

contrar un nivel m ás alto de abstraccíon para razonar sobre los requisitos

de una aplicación paralela. En [7] se describen un conjunto de benchmarks,

llamados dwarfs, que de�nen un patr ón de cómputo y de comunicaciones

comunes para un conjunto importante de aplicaciones para, posteriormente,

describir las mejores plataformas donde ejecutar dichas aplicaciones en base

a esos patrones.
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La escalabilidad de las aplicaciones para sistemas paralelos y la portabi-

lidad entre sistemas de distinta naturaleza son tambi én otros factores cŕ�ti-

cos para el rendimiento de las aplicaciones paralelas. Debido al continuo

incremento de coresde los sistemas paralelos actuales, el objetivo principal

subyacente es conseguir que la aplicacíon tenga una cierta escalabilidad, es

decir, sea más rápida conforme aumente el grado de paralelismo del sistema.

Además, otro parámetro fundamental para el desarrollo de aplicaciones que

mejoren el rendimiento es la portabilidad de las aplicaciones paralelas entre

sistemas paralelos de distinta naturaleza.

Finalmente, el rendimiento de cualquier aplicaci ón y, en concreto, de las

aplicaciones paralelas, est́a estrechamente ligado al modelo de programa-

ción subyacente de la propia aplicación. Se han propuesto muchos modelos

de programación paralelos durante las últimas d écadas [35]. Los ḿas usa-

dos para clustersde procesadores con un modelo de memoria distribuida

son Message Passing Interfacey, para multiprocesadores de memoria com-

partida, OpenMP. Estos dos modelos de programación son est́andares de

programaci ón paralela, especialmente para aplicaciones codi�cadas seǵun

el paradigma un único programa trabajando sobre m últiples datos ( Single

Program, Multiple Data; SPMD). CUDA ofrece un nuevo modelo de progra-

mación desarrollado principalmente para un paradigma donde una misma

instrucci ón es ejecutada sobre ḿultiples datos ( Single Instruction, Multiple

Data; SIMD), aunque para describir el problema a alto nivel tambi én permite

utilizar el modelo SPMD, y se ha demostrado su e�cacia a la hora de codi�-

car aplicaciones paralelas de propósito general en el entorno de las GPUs.

1.3 Objetivos

Esta tesis doctoral est́a fundamentada en base a un conjunto de objetivos

que se enumeran y se detallan a continuacíon. Estos objetivos son los pilares

sobre los que se asienta la investigacíon presentada en esta tesis doctoral, y

corresponden a tres ĺ�neas interrelacionadas entre ś�. La primera l �́nea de in-

vestigación está orientada a avanzar el estado del arte de la paralelización de
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algoritmos de clasi�caci ón difusa. La segunda l�́nea de trabajo se encamina

a mejorar la e�ciencia y rendimiento de estos algoritmos en plataformas de

cómputo emergentes. Finalmente, la tercera ĺ�nea se centra en la aplicacíon

de los avances conseguidos en las ĺ�neas de investigación anteriores a diver-

sos campos, donde el ańalisis de grandes cantidades de datos puede aportar

un gran bene�cio para la sociedad.

� Objetivo 1. Estudio de las técnicas deSoft Computingque permita me-

jorar los algoritmos existentes, con el �n de evitar posibles arbitrarie-

dades y problemas con superposición de datos.

� Objetivo 2. Mejora del rendimiento de los algoritmos de clasi�caci ón

difusa para ofrecer tiempos de respuesta reducidos en entornos de

grandes cantidades de datos.

� Objetivo 3. Desarrollo de aplicaciones inteligentes en diferentes con-

textos sociales basadas en las t́ecnicas de clasi�cación desarrolladas.

1.4 Estructura del documento de Tesis

A continuaci ón se describe de forma resumida el contenido de cada uno de

los caṕ�tulos que la componen, para guiar al lector y estructurar mejor el

contenido de esta tesis doctoral:

� Cap�́tulo 1: Introducción. En este primer caṕ�tulo se contextualiza la tesis

doctoral analizando el campo de estudio, describiendo el problema

al que nos enfrentamos y citando las soluciones planteadas por otros

investigadores para resolverlo. Tambi én se enumeran los objetivos a

alcanzar.

� Cap�́tulo 2: Publicaciones que componen la tesis doctoral. En este caṕ�tulo

se comienza con una fundamentación de la tesis y, a continuación, se

incluyen las publicaciones que forman parte del compendio. Esta fun-

damentación consiste en demostrar que con el conjunto de publicacio-
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nes cient́��cas presentadas se obtienen los resultados que satisfacen los

objetivos propuestos en el caṕ�tulo 1.

� Cap�́tulo 3: Conclusiones y l�́neas de trabajo futuras. En este caṕ�tulo se

comentan las conclusiones que se derivan de las publicaciones y se

plantean posibles l�́neas de continuación de las investigaciones, con el

�n de rea�rmar la consecuci ón de los objetivos propuestos.

� Cap�́tulo 4: Publicaciones y calidad de las revistas. En este caṕ�tulo se

resume una serie de indicadores de calidad que las revistas en las que se

han publicado los art �́culos que forman el compendio tienen asociadas,

con la �nalidad de constatar la calidad de las publicaciones aportadas

en esta tesis.

� Bibliograf�́a. Se aportan las referencias empleadas en la introduccíon y

fundamentaci ón de la tesis doctoral, donde profundizar y conseguir

más información de los estudios planteados.



Cap�́tulo 2

Art�́culos que componen la tesis

doctoral

2.1 Fundamentación de la tesis doctoral

La consecucíon de los objetivos planteados en el Caṕ�tulo 1 a trav és de

publicaciones cient�́�cas en revistas de reconocido prestigio aporta solidez

a la hora de justi�car su cumplimiento. A continuaci ón se va a identi�car

cada una de las cuatro publicaciones aportadas en esta tesis por compendio

con el objetivo que aborda, desde el estudio y diseño de algoritmos e�cientes

hasta su posterior aplicación a entornos de Big Data.

En la l�́nea del primer objetivo propuesto, surgen las dos primeras publi-

caciones. En el primer art́�culo, 2.2, se hizo un amplio análisis de las técnicas

de machine learningy se realizó una comparativa de ellas, aplicándolas a la

predicci ón del nivel de ozono ( O3) en diferentes zonas de la Regíon de Mur-

cia (España). El O3 es uno de los principales peligros para la salud cuando

alcanza ciertos niveles; de hecho, contar con modelos precisos de prediccíon

de la calidad del aire es un paso previo para tomar medidas de mitigaci ón,

actividades que pueden bene�ciar a las personas con enfermedades respi-

ratorias como asma, bronquitis o neumon �́a en el ámbito que actualmente

conocemos comosmart citieso ciudades inteligentes.

15



16 Isabel Ma Timón Pérez

Se dispuso de un conjunto de datos real, obtenido de cinco estaciones at-

mosféricas situadas en cuatro ciudades diferentes de la Regíon (Alcantarilla,

Aljorra, Lorca y Caravaca), que conten�́a el promedio por hora de diferentes

parámetros climáticos y elementos qú�micos que afectan a la calidad del ai-

re, para cada d́�a durante los años 2013 y 2014. La prediccíon se centró en la

medici ón del O3 y se desarrolló en dos fases: en primer lugar, se evaluaron

los niveles de O3 a través de las t́ecnicas demachine learningseleccionadas; y,

en segundo lugar, se utiliz ó la técnica de agrupación jerárquica para valorar

cuántos modelos seŕ�an necesarios para predecir el nivel de O3 en la Región

de Murcia.

Los resultados obtenidos fueron considerablemente satisfactorios para

los modelos de predicción aplicados en las ciudades de la Regíon de Murcia

implicadas en el estudio. La t écnica que obtuvo los mejores resultados, en ge-

neral, fue Random Forest, habiéndose validado la ejecución estad́�sticamente.

Además, a través de la aplicación de la agrupación jerárquica, se obtuvo que

la monitorizaci ón de la contaminación del aire pod �́a dividirse en dos áreas,

agrupando por un lado las ciudades de Lorca, Alcantarilla y Aljorra y, por

otro lado, Caravaca.

En el segundo trabajo, 2.3, se combińo la clasi�caci ón con técnicas super-

visadas y no supervisadas de machine learning. Se utilizó una modi�caci ón

el algoritmo de fuzzy clusteringFCM que se desarrolló en [40], denominada

mFCM, como técnica de discretización y se emplea con el objetivo de conver-

tir en discretos los valores de datos continuos a través de la utilizaci ón de

particiones difusas.

En el art�́culo se explica que algunas técnicas de mineŕ�a de datos necesi-

tan trabajar con valores discretos. Es más, a pesar de que haya t́ecnicas que ś�

puedan manipular valores continuos, obtienen resultados m ás satisfactorios

al introducir valores discretos. Este hecho hace que el proceso de discretiza-

ción sea una t́ecnica fundamental para el pre-procesamiento de datos en el

análisis inteligente de datos, ya que esta técnica tiene como objetivo princi-

pal convertir los atributos de un conjunto de datos de continuos a discretos.

Con el �n de evaluar el comportamiento de la propuesta, la t écnica se
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aplicó al conjunto Iris Data de Anderson, [4], que contiene las medidas de

longitud y ancho de p étalos y sépalos de 150 iris (50 del tipo iris Versicolor,

50 del tipo iris Setosa y 50 del tipo iris Virg �́nica). Para estos experimentos

se empleó un clasi�cador de Extreme Learning Machiney un comit é de Extre-

me Learning Machine, además de comparar los resultados de la discretización

obtenida utilizando el algoritmo KM. Estos experimentos fueron validados

estad́�sticamente, donde el enfoque propuesto (mFCM) obten�́a mejores re-

sultados con un 97 % de nivel de con�anza.

Ya establecido el mapa de los algoritmos de machine learning, se centra el

estudio en el área de la clasi�cación difusa y, m ás concretamente, en los algo-

ritmos fuzzy desarrollados en entornos paralelos. Tal y como se ha indicado

con anterioridad, este tipo de algoritmos est án enmarcados en el aprendiza-

je no supervisado, ya que no es necesaria la introduccíon de conocimiento

previo. Es por esto que son de gran utilidad a la hora de clasi�car conjun-

tos de datos y encontrar estructuras interesantes, hecho que seŕ�a dif �́cil de

conseguir sin la ayuda de la computaci ón. Se detect́o que la mayor�́a de es-

tos algoritmos dependen de procesos iterativos con el objetivo de encontrar

una solución óptima local o global en grandes conjuntos de datos. La capaci-

dad de encontrar dichas soluciones habitualmente requiere la realización de

diferentes experimentos con diferentes algoritmos para encontrar el adecua-

do. Esta cuestíon desemboca en la necesidad de desarrollar los algoritmos

de clasi�caci ón en entornos paralelos en la era actual, la era delBig Data.

Se han realizado grandes esfuerzos para obtener una paralelizacíon de

uno de los algoritmos de clasi�caci ón difusa m ás empleado, el FCM, con

el objetivo de aplicarlo a grandes conjuntos de datos. Sin embargo, los re-

sultados demuestran que los tiempos de ejecucíon crecen exponencialmente

en relación al tamaño de la muestra, además de que necesita la introduc-

ción previa del n úmero de grupos en los que debe dividirse el conjunto. Esta

última cuesti ón implica que deban realizarse varias ejecuciones para poder

encontrar el número óptimo de grupos. Como alternativa al algoritmo FCM

y teniendo en cuenta las trabas encontradas a la hora de programarlo en

un entorno paralelo, decidimos utilizar el algoritmo de clasi�caci ón difusa
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Fuzzy Minimals(FM), que fue propuesto en [16].

En el art�́culo 2.4 se presenta la versíon paralela del algoritmo FM, Pa-

rallel Fuzzy Minimals(PFM). Dicha paralelización se inicia en el procesador

principal que realiza el c álculo del factor r (parámetro que mide la isotrop �́a

del conjunto de datos) y divide la muestra, equitativamente, entre todos los

procesadores (secundarios) que participan en la ejecucíon. A continuaci ón,

cada uno de los procesadores aplica el algoritmo FM sobre el subconjunto de

datos que le ha sido asignado y devuelve, al procesador principal, la clasi�-

cación hallada. Finalmente, el procesador principal uni�ca todos los grupos

encontrados a través de la técnica de agrupación jerárquica de dendrogra-

ma [39] para obtener la clasi�caci ón de�nitiva.

La paralelización del algoritmo PFM fue validada a trav és de la com-

paración del resultado de la clasi�caci ón con los algoritmos FCM y FM en

tres conjuntos diferentes de datos. En primer lugar, utilizamos el conocido

conjunto de Iris Data de Anderson [4]. El segundo conjunto fue creado arti�-

cialmente para testear la escalabilidad del algoritmo PFM. Consist �́a en 5000

datos tridimensionales que representaban tres elipsoides disjuntos, pero lo

su�cientemente pr óximos para comprobar, a la vez, la calidad de la clasi�-

cación. Por último, se prob ó en un conjunto bidimensional de 15506 regis-

tros, que conteń�a las coordenadas geogŕa�cas de los hospitales de Estados

Unidos. Este conjunto fue desordenado aleatoriamente para evitar cualquier

tipo de correlaci ón. La evaluación del rendimiento en los tres conjuntos de

datos reveló que el enfoque proporcionado obten �́a una aceleracíon lineal,

mientras que la calidad de la agrupaci ón se manteń�a estable en compara-

ción con la versión secuencial.

Identi�cada la necesidad de que el an álisis de datos debe realizarse con

técnicas que no requieran grandes tiempos de ćalculo, esto es, mejorar en

términos de rendimiento y escalabilidad y con el objetivo de aplicarlo a en-

tornos Big Data, se publica el último art �́culo, 2.5. En éste se present́o una

infraestructura de hardware y software de alto rendimiento para recopilar

informaci ón de una serie de veh́�culos y procesarla e�cientemente para pro-

porcionar servicios basados en Sistemas de Transporte Inteligente (Intelligent
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Transport Systemso ITS) novedosos.

En este trabajo se propuso un enfoque de paralelizacíon de la técnica

desarrollada en el art�́culo 2.4 en servidores heterogéneos basados en CPU

y varias GPUs, adaptado a los problemas de clasi�cación en los servicios

de comunicación Veh�́culo-a-Infraestructura (V2I). Dicha infraestructura fue

probada emp�́ricamente para ofrecer un servicio de informaci ón sobre con-

taminación geolocalizada a través de la recogida periódica de datos de po-

sición y estado del veh�́culo. Esto permiti ó ofrecer un servicio a tiempo real

que identi�caba correctamente áreas de trá�co contaminadas y pr ácticas en

conductores altamente contaminantes.

Esta infraestructura fue aplicada a la monitorizaci ón en dos escenarios

diferentes. En el primer escenario se evaluó el consumo de combustible de

un veh�́culo a trav és de la aplicación del algoritmo PFM a 843 muestras que

conten�́an informaci ón acerca de la velocidad del veh�́culo, RPM, tempera-

tura del motor y tasa de combustible. En el segundo escenario se midió la

contaminación del aire en diversas áreas mediante el ańalisis de 4100 mues-

tras de cuatro veh�́culos, conteniendo informaci ón de los mismos parámetros

que en el escenario 1 adeḿas de las coordenadas GPS, con el objetivo de mo-

nitorizar la contaminaci ón en el aire de varias áreas espeć��cas en la Regi ón

de Murcia (España).

Los resultados indicaron un buen rendimiento del sistema bajo altas car-

gas, y el análisis de escalabilidad reveló una buena ejecucíon en un entorno

realmente ambicioso gracias al uso tanto de CPU como de múltiples GPUs.

Este hecho demostŕo que la propuesta puede albergar e�cientemente servi-

cios cooperativos que impliquen un alto grado de procesamiento en el con-

texto de los ITS.
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